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Abstract. The paper deals with stochastic algorithms for global optimization over con-
tinuous space. Special attention is given to the controlled random search (CRS). A ge-
neralization of CRS is proposed where several heuristics generating a new trial point are
changing at random. The condition for asymptotic convergence of the algorithm are brie-

y discussed. The generalized CRS algorithm has been implemented in Matlab and tested
on several problems. The Matlab implementation of the CRS algorithm is available at the
author of the paper.

Klíèová slova: globální optimalizace, stochastické algoritmy, konvergence, øízené náhodné
prohledávání, heuristiky, Matlab.

Problém globální optimalizace.

Úlohu nalezení globálního minima mù¾eme formulovat takto: Mìjme funkci

f : D !R;D � Rd

Pak

xopt = argmin
x2D

f(x)

je globální minimum. Funkci f nazýváme cílovou funkcí (objective function). Nalézt obecné
øe¹ení takto jednodu¹e formulovaného problému je obtí¾né, zvlá¹tì kdy¾ cílová funkce je
multimodální, není diferencovatelná, pøípadnì má dal¹í nepøíjemné vlastnosti. Nedávné
teoretické výsledky indikují, ¾e patrnì neexistuje algoritmus øe¹ící obecnou úlohu globální
optimalizace (tj. nalezení dostateènì pøesné aproximace xopt) v polynomiálním èase [2],
str. 35{62. V posledních desetiletích se s pomìrným úspìchem pro hledání globálního
minima takových funkcí u¾ívají stochastické algoritmy zejména evoluèního typu, viz napø.
[2, 3, 4, 6, 8].

V tomto pøíspìvku se omezíme na úlohy, kdy hledáme globální minimum ve spojité oblasti
D =

Qd
i=1 < ai; bi >; ai < bi; i = 1; 2; : : : ; d (tzv. box constraints) a cílovou funkci f(x)

umíme vyhodnotit s po¾adovanou pøesností v ka¾dém bodì x 2 D. Pro úlohy øe¹ené
numericky na poèítaèi nepøedstavuje box constraints ¾ádné podstatné omezení, nebo»
hodnoty ai; bi jsou tak jako tak omezeny datovým typem u¾itým pro x a f(x).

1Tato práce byla podporována z projektu institucionálního výzkumu CEZ: J09/98:179000002.
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Øízené náhodné prohledávání.

Jedním z mnoha stochastických algoritmù hledání globálního minima je øízené ná-
hodné prohledávání (controlled random search, CRS) [12]. Tento algoritmus mù¾eme
zapsat

procedure CRS;
begin

generuj populaci P , tj. N bodù náhodnì v D,
repeat

najdi xmax 2 P takové, ¾e f(xmax) � f(x);x 2 P
repeat

y := heuristika(P ); y 2 D
until f(y) � f(xmax);
xmax := y;

until podmínka ukonèení;
end fCRSg;

Funkcí heuristika(P ) v algoritmu CRS rozumíme nìjaké nedeterministické pravidlo, které
z bodù populace P vytvoøí bod y 2 D. Pokud tento bod y

"
zlep¹uje\ populaci P , nahradí

v ní nejhor¹í bod xmax. Podmínka ukonèení bývá vìt¹inou formulována tak, ¾e populace
nebo její èást je dostateènì homogenní co do vzdálenosti jejích bodù nebo hodnot cílové
funkce. V pùvodním algoritmu CRS Price [12] jako heuristiku u¾íval re
exi známou ze
simplexové metody [11] aplikovanou na náhodnì vybraný simplex (d+1 bodù) z populace
P . Jsou známy i jiné varianty tohoto algoritmu [1, 7].

Z popisu algoritmu CRS je zøejmé, ¾e v nìm u¾itá funkce heuristika(P ) nemusí být za-
lo¾ena na stejných pravidlech v prùbìhu celého prohledávání. Støídání více heuristik bylo
u¾ito v evoluèním algoritmu se soutì¾ícími heuristikami [15], kde jsou i navr¾ena pravi-
dla pro zmìny hodnot pravdìpodobnosti výbìru heuristiky v závislosti na její dosavadní
úspì¹nosti v prùbìhu vyhledávání. V tomto pøíspìvku se bude zabývat algoritmem u¾í-
vajícím jen jednoduché náhodné støídání h heuristik, kdy pravdìpodobnost výbìru i�té
heuristiky je konstantní bìhem celého procesu a je rovna 1=h, tj. pravdìpodobnost je roz-
dìlena rovnomìrnì. Aplikací tohoto pravidla dostaneme algoritmus CRS s alternujícími
heuristikami.

Algoritmus CRS je speciálním pøípadem dosti obecné tøídy evoluèních algoritmù [9], pro
kterou byly zkoumány podmínky teoretické konvergence. Evoluèní algoritmus je konver-
gentní tehdy, kdy¾ limita pravdìpodobnosti nalezení øe¹ení velmi blízkého hodnotì xopt je
rovna jedné. Z výsledkù Mi¹íka et al [9] vyplývá, ¾e konvergence algoritmu CRS závisí na
vlastnostech u¾ité heuristiky. Algoritmus CRS je konvergentní, kdy¾ v ka¾dém kroku je
alespoò s pravdìpodobností pi u¾ita heuristika zaruèující, ¾e pravdìpodobnost vygenero-
vání bodu y z libovolné otevøené mno¾iny S � D je kladná a øada

P
1

i=1 pi je divergentní.
Asymptotická konvergence algoritmu CRS s alternujícími heuristikami je tedy zaruèena.
kdy¾ alespoò jedna ze støídajících se heuristik

"
umí\ s kladnou pravdìpodobností vygene-

rovat bod y 2 S.

Výsledky experimentální testování (rovnì¾ v [9]) v¹ak ukázaly, ¾e teoreticky konvergentní
algoritmus nemusí být nutnì úspì¹nìj¹í pøi øe¹ení konkrétního problému globální optima-
lizace (ukonèeném po koneèném poètu krokù) ne¾ nekonvergentní. Bohu¾el èasto je hor¹í



nejen v rychlosti konvergence, ale i ve spolehlivosti nalezení øe¹ení blízkého globálnímu
minimu.

Heuristiky.

Heuristik pro støídání v algoritmu CRS se nabízí nepøeberné mno¾ství a jejich vý-
bìrem mù¾eme ovlivnit vlastnosti algoritmu, jak teoretickou konvergenci, tak rychlost
a spolehlivost prohledávání. Pøed návrhem mno¾iny alternujících heuristik pro tuto
implementaci algoritmu byly provedeny pomìrnì rozsáhlé testovací pokusy k získání
pøehledu o základních vlastnostech jednotlivých heuristik pøipadajících v úvahu pro
pou¾ití v CRS. Pro toto testování byly zvoleny tøi èasto u¾ívané funkce [13, 14]:

� první de Jongova funkce (vícerozmìrná koule), tj. jednomodální funkce pova¾ovaná
za velmi snadnou úlohu, < ai; bi >=< �5:12; 5:12 >,

� druhá de Jongova funkce (Rosenbrockovo sedlo, známá i pod názvem banánové
údolí), jednomodální funkce, støednì obtí¾ná pro algoritmy globální optimalizace,
< ai; bi >=< �2:048; 2:048 >,

� Ackleyho funkce, multimodální s mnoha lokálními minimy, < ai; bi >=< �30; 30 >.

Na tyto úlohy byl opakovanì aplikován algoritmus CRS, v¾dy u¾ívající jednu z 50 testova-
ných heuristik. Pro ka¾dou úlohu a heuristiku bylo provedeno 100 nezávislých opakování.
Sledovanými velièinami byly spolehlivost nalezení globálního minima vyjádøená jako re-
lativní èetnost úspì¹ných výsledkù a rychlost konvergence mìøená poètem vyhodnocení
cílové funkce potøebným k dosa¾ení podmínky ukonèení prohledávání. Kromì toho byly
sledovány i dal¹í charakteristiky procesu prohledávání, jejich¾ analýza bude pøedmìtem
jiné práce.

U¾ité heuristiky byly inspirovány rùznými postupy u¾ívanými ve stochastických algorit-
mech optimalizace:

� evoluèní strategie (ES), [2, 3, 6], testováno 8 variant,

� re
exe simplexu, [12, 7], testováno 12 variant,

� diferenciální evoluce (DE), [13, 14], testováno 12 variant,

� breeder genetic algorithm (BGA), [5, 10], testováno 18 variant.

Heuristiky BGA byly nejménì úspì¹né a v tomto èlánku se jimi nebudeme dále zabývat,
ostatní heuristiky struènì popí¹eme.

Heuristiky zalo¾ené na ES generují nový bod y podle následujícího pravidla

yi = xbesti + U; i = 1; 2; : : : ; d;

kde xbesti je i�tá souøadnice bodu xbest, tj. bodu s nejmen¹í funkèní hodnotou v populaci P
a U je náhodná velièina, U � N(0; �2i ). Hodnota smìrodatné odchylky �i je stanovována
z celé populace (heuristika esbest-pop) jako

�i = k(max xi �minxi) + ";

operátory max; min znamenají nejvìt¹í, resp. nejmen¹í hodnotu i-té souøadnice v aktuální
populaci P , " (v implementaci " = 1 � 10�4) zabezpeèuje, ¾e hodnota �i je kladná, k je
vstupní øídící parametr heuristiky, k > 0. V heuristice esbest-2pts je smìrodatná odchylka



�i urèována ze dvou náhodnì vybraných bodù r, s z populace P pøi vynechání nejlep¹ího
bodu xbest

�i = k j ri � si j +";

k je opìt vstupní parametr heuristiky, ostatní symboly mají stejný význam jako vý¹e.

Znáhodnìná re
exe simplexu [7] náhodnì vybraného z populace P je popsána vztahem

y = g + Z(g � x);

kde x je bod simplexu s nejvy¹¹í funkèní hodnotou (v heuristice re
-worst) nebo náhodný
bod simplexu (v heuristice re
-rand), g je tì¾i¹tì zbývajících d bodù simplexu a Z je
spojitá náhodná velièina rovnomìrnì rozdìlená na intervalu h0; �), � je vstupní parametr
heuristiky.

Z diferenciální evoluce vycházejí dva typy heuristik. Heuristika de-rand generuje bod u

u = r1 + F (r2 � r3);

r1; r2; r3 jsou navzájem rùzné body náhodnì vybrané z populace P . F je vstupní parametr
heuristiky, F > 0. Heuristika de-best je zalo¾ena na modi�kaci bodu xbest (s nejmen¹í
funkèní hodnotou a aktuální populaci) podle následujícího pravidla

u = xbest + F (r1 + r2 � r3 � r4);

r1; r2; r3; r4 jsou opìt navzájem rùzné body náhodnì vybrané z populace P (kromì xbest)
a F je vstupní parametr.

Nový vektor y vznikne
"
køí¾ením\ vektoru u a náhodnì vybraného vektoru x tak, ¾e

ka¾dá slo¾ka xi je pøepsána hodnotou ui s pravdìpodobností C, C 2 h0; 1i je dal¹í vstupní
parametr heuristiky. Pokud ¾ádné xi nebylo pøepsáno hodnotou ui nebo pøi volbì C = 0,
pøepisuje se jedna náhodnì vybraná slo¾ka vektoru x.

®ádná z uvedených heuristik nezaruèuje, ¾e jí vygenerovaný bod y nutnì le¾í v D. Pokud
nastane, ¾e y 62 D, je aplikována tzv. perturbace [6], která pøeklopí souøadnici yi nele¾ící
v hai; bii dovnitø mnohorozmìrného kvádru D zrcadlovì vzhledem k pøíslu¹né stìnì.

Výsledky algoritmu CRS s jednou heuristikou.

Pro v¹echny testovací úlohy byly voleny shodné vstupní parametry algoritmu CRS,
a to

� velikost populace N = 10d

� podmínka ukonèení f(N=2) � f(1) � 1 � 10�7, kdy¾ populace je uspoøádána podle
funkèních hodnot, tj. f(1) � f(2) � : : : � f(N)

Úspì¹nost vyhledávání byla hodnocena podle toho, zda dosa¾ená hodnota f(1) byla dosta-
teènì blízká hodnotì f(xopt), která je pro uvedené testované funkce rovna 0. Vyhledávání
je pova¾ováno za úspì¹né, pokud f(1) < 1��3 pro Ackleyho funkci a f(1) < 1n��6 pro
ostatní testované funkce. Vstupní parametry jednotlivých heuristik jsou spolu s výsledky
uvedeny v tab.1. Ve sloupcích NE v této tabulce jsou prùmìrné hodnoty poètu vyhod-
nocení cílové funkce pro splnìní podmínky ukonèení u pokusù, které skoèily úspì¹ným
nalezením globálního minima. Spolehlivost vyhledávání R je relativní èetnost úspì¹ného
nalezení globálního minima, vyjádøená v procentech.



Tabulka 1. Spolehlivost a rychlost konvergence algoritmu CRS s jednou heuristikou

funkce
deJong1 Rosenbrock Ackley
d = 3 d = 2 d = 2

heuristika p1 p2 R NE R NE R NE
(k; F; �) (C)

esbest-2pts 1 - 100 585 100 3380 0 -
esbest-pop 0.2 - 100 457 100 2603 0 -
de-best 0.5 0.5 100 702 100 1060 93 752
de-best 0.9 0.5 100 1403 100 2586 96 1266
de-rand 0.5 0.5 96 879 39 1393 60 850
de-rand 0.9 0.5 100 1174 82 2049 75 1038
re
-rand 2 - 100 892 100 745 99 1392
re
-rand 6 - 100 2364 100 1565 99 3556
re
-worst 2 - 100 875 100 576 99 1228
re
-worst 6 - 100 2463 100 1430 98 3413

Algoritmus CRS a alternujícími heuristikami.

Algoritmus CRS byl implementován v Matlabu se støídáním 10 heuristik uvede-
ných v tab.1. Výsledky dosa¾ené na testovacích funkcích jsou uvedeny v tab.2. Ve
sloupci sm.odch. jsou smìrodatné odchylky poètu vyhodnocení cílové funkce a ve
sloupci NE1 prùmìrné hodnoty poètu vyhodnocení cílové funkce potøebné pro pøiblí¾ení
nejlep¹ího bodu v populaci (f(1)) k hledanému globálnímu minimu. Oproti tab.1 jsou
uvedeny i výsledky pro Ackleyho funkci s d = 10 a pro Griewangkovu funkci [13],
< ai; bi >=< �400; 400 >; i = 1; 2; : : : ; 10. Tato multimodální funkce je pova¾ována ze
obtí¾nou úlohu globální optimalizace. Porovnáním výsledkù v tabulkách 1 a 2 vidíme,
¾e algoritmus s alternujícími heuristikami je spolehlivìj¹í ne¾ je prùmìrná spolehlivost
algoritmù CRS s jednou heuristikou a také hodnoty NE jsou podstatnì ni¾¹í ne¾ prùmìr
z hodnot dosa¾ených CRS s jednou heuristikou.

Tabulka 2. Algoritmus CRS s alternujícími heuristikami

funkce d R NE sm.odch. NE1
DeJong1 3 100 858 55 647
Rosenbrock 2 100 1111 115 798
Ackley 2 95 1137 106 538
Ackley 10 99 11881 526 5746
Griewangk 10 62 10131 2727 9055

Zdrojový text implementace algoritmu CRS s alternujícími heuristikami gcrs alth.m a dal¹í
odtud volané funkce (esbest pop.m, esbest 2pts.m, de rand.m, de best.m, re
 worst.m,
re
 rand.m, zrcad.m) jsou k dispozici u autora pøíspìvku a budou dostupné i na webovské
stránce www.osu.cz/�tvrdik.



Závìr.

CRS s alternujícími heuristikami je jednoduchý algoritmus, který mù¾e být snadno
pou¾it k hledání globální minima v situacích, kdy lokální optimalizátory nejsou úspì¹né.
Výhodou tohoto algoritmu je jednoduchost u¾ití, nebo» v¹echny øídící parametry algo-
ritmu jsou nastaveny implicitnì. Nevýhodou je ponìkud vìt¹í èasová nároènost výpoètu
ne¾ u lokálních optimalizátorù a samozøejmì i spoleèná vlastnost v¹ech stochastických
algoritmù, toti¾ to, ¾e o výsledku dosa¾eném v koneèném poètu krokù nikdy nevíme
s jistotou, zda je skuteènì blízký globálnímu minimu.
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